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Deep learning: actualité, applications et techniques

Exercice: 

- par groupes de 4-6 étudiants

- expose de 3-4 minutes présentant le D.L. : 1-2 
applications, 1-2 techniques importantes

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris Dauphine, copyright @ G.T. 2021-22-23
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Introduction: références

aŜǎ ŘƻƳŀƛƴŜǎ ŘΩƛƴǘŞǊşǘ
Å!ƭƎƻǊƛǘƘƳŜǎ {D5 ŘΩƻǇǘƛƳƛǎŀǘƛƻƴ ǎǘƻŎƘŀǎǘƛǉǳŜ ŀŘŀǇǘŀǘƛŦǎΥ ƭƛŜƴ présentation générale, 

pdf https://arxiv.org/abs/2002.09304

ÅConvergence des GAN https://arxiv.org/abs/2012.10410

ÅDL non supervisé (IA génératif): rapport « Deepfakes & Algorithmes: Menace ou
Opportunité ? (https://zenodo.org/record/4264371)

ÅIA génératif : VAE et distances de probabilité Radon-Sobolev: https://arxiv.org/abs/1911.13135

- IA génératif : diversité et quantization

Quelques références
ÅLivres: Deep Learning,  Introduction to deep learning, Neural Networks and Deep 

Learning: A Textbook
ÅInternet: Medium, Kaggle, Github, ...
ÅCoursera:  Andrew Ng

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
Dauphine, copyright @ G.T. 2021-22-23
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https://turinici.com/stochastic-runge-kutta-methods-and-adaptive-sgd-g2-stochastic-gradient-descent-talk-at-the-icpr-2020-conference
https://arxiv.org/abs/2002.09304
https://arxiv.org/abs/2012.10410
https://doi.org/10.5281/zenodo.4264371
https://arxiv.org/abs/1911.13135
https://arxiv.org/abs/2301.06907
https://www.amazon.fr/Deep-Learning-Yoshua-Bengio/dp/0262035618/ref=sr_1_5?__mk_fr_FR=%C3%85M%C3%85%C5%BD%C3%95%C3%91&dchild=1&keywords=deep+learning&qid=1616057846&sr=8-5
https://www.amazon.fr/Introduction-Deep-Learning-Eugene-Charniak/dp/2100819267/ref=sr_1_1?__mk_fr_FR=%C3%85M%C3%85%C5%BD%C3%95%C3%91&dchild=1&keywords=eugene+introduction+deep+learning&qid=1616057634&sr=8-1
https://www.amazon.fr/Neural-Networks-Deep-Learning-Textbook/dp/3319944622/ref=sr_1_1?__mk_fr_FR=%C3%85M%C3%85%C5%BD%C3%95%C3%91&dchild=1&keywords=neural+networks+and+deep+learning&qid=1616057675&sr=8-1
https://www.amazon.fr/Neural-Networks-Deep-Learning-Textbook/dp/3319944622/ref=sr_1_1?__mk_fr_FR=%C3%85M%C3%85%C5%BD%C3%95%C3%91&dchild=1&keywords=neural+networks+and+deep+learning&qid=1616057675&sr=8-1
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Types de deep learning (I): apprentissage supervisé
ŎƭŀǎǎƛŦƛŎŀǘƛƻƴΣ ǊŞƎǊŜǎǎƛƻƴύΥ ŜȄ /LC!w мллΥ ŎƭŀǎǎƛŦƛŎŀǘƛƻƴ ǇŀǊ ŎŀǘŞƎƻǊƛŜǎ Ŝƴ ǇŀǊǘŀƴǘ ŘΩǳƴŜ 
base de données avec étiquettes.

Output = diagnostique

https://doi.org/10.1148%2Frg.2017160130

G. Turinici, copyright @ G.T. 2021-23
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Types de deep learning (II): apprentissage par 
renforcement (reinforcement learning)

ŀǇǇǊŜƴŘǊŜ Ł ŀƎƛǊ ŘŜ ƳŀƴƛŝǊŜ ǊŞǇŞǘŞŜ Ŝƴ ŎƘƻƛǎƛǎǎŀƴǘ Řŀƴǎ ǳƴ ŜƴǎŜƳōƭŜ ŘΩŀŎǘƛƻƴǎ Ŝǘ 
en recevant des recompenses: ex. jeu. tŀǎ ŘΩŞǘƛǉǳŜǘǘŜǎ, un critère général
Output  = stratégie

https://www.youtube.com/watch?v=QilHGSYbjDQ https://www.youtube.com/watch?v=VMp6pq6_QjI
Paris parking J : 2:42

https://www.youtube.com/watch?v=QilHGSYbjDQ
https://www.youtube.com/watch?v=VMp6pq6_QjI
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Types de deep learning (III): apprentisage non-supervisé, 
génératif (unsupervised learning, generative AI)

.ǳǘ Ґ ƎŞƴŞǊŀǘƛƻƴ ŘΩƻōƧŜǘǎ ǎƛƳƛƭŀƛǊŜǎ Ł ǳƴ dataset, sans étiquettes, 
Output = «créationŘΩƻōƧŜǘǎη

Image générée: résultats 
très bons, petites 
imperfections

Source: wikipedia 2021

DŞƴŞǊŜǊ ŘŜǎ ƛƳŀƎŜǎ Ł ǇŀǊǘƛǊ ŘΩǳƴŜ ŘŜǎŎǊƛǇǘƛƻƴΥ 
https://www.craiyon.com/

« State of the art» images : Midjourney
https://www.midjourney.com/showcase/recent/

https://www.boundless-creativity.com/midjourney-what-artist-style-is-your-favorite/

https://archive.org/search?query=creator%3A%22Midjourney%22&sort=-date

Vidéo : https://www.wombo.ai/
!ǳǘǊŜǎ ŀǇǇƭƛŎŀǘƛƻƴǎ Υ ǾƻƛȄ Ł ǇŀǊǘƛǊ ŘŜ ƭΩƛƳŀƎŜ ŜǘŎΦ

https://www.midjourney.com/showcase/recent/
https://www.boundless-creativity.com/midjourney-what-artist-style-is-your-favorite/
https://archive.org/search?query=creator%3A%22Midjourney%22&sort=-date
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Comment une architecture de type NN peut prédire des choses ?
Exemple du chatGPT Υ ǳƴŜ ǎƻǊǘŜ ŘŜ ŎƻƳǇƭŞǘƛƻƴ ŀǳǘƻƳŀǘƛǉǳŜ όǎƳŀǊǘǇƘƻƴŜǎ Χύ
 

Principes de fonctionnement des réseaux neuronaux et IA: 
régularisation, réduction de dimension

ōŀǎŜ ŘΩŜƴǘǊŀƛƴŜƳŜƴǘ point à «deviner» x=0.3, y=??? 

G. Turinici, copyright @ G.T. 2021-23
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Comment une architecture de type NN peut prédire des choses ?
Exemple du chatGPT Υ ǳƴŜ ǎƻǊǘŜ ŘŜ ŎƻƳǇƭŞǘƛƻƴ ŀǳǘƻƳŀǘƛǉǳŜ όǎƳŀǊǘǇƘƻƴŜǎ Χύ
Exemple 1 :

Principes de fonctionnement des réseaux neuronaux et IA: 
régularisation, réduction de dimension

ōŀǎŜ ŘΩŜƴǘǊŀƛƴŜƳŜƴǘpoint à «deviner» x=0.3, y=??? 
intuition

G. Turinici, copyright @ G.T. 2021-23
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Une architecture typique (VAE) : encodeur-décodeur: réduction de dimensionnalité : tout 
est encodé (c'est-à-dire réduit) à un petit ensemble de nombres réels (2-оΦΦΦ нлл ҍ олл ǇΦ 
ex. mots dans le vocabulaire); 

ok pour les images mais pas pour tous les aspects de la vie.

tǊƛƴŎƛǇŜǎ ŘŜ ŦƻƴŎǘƛƻƴƴŜƳŜƴǘ ŘŜ ƭΩL! ƎŞƴŞǊŀǘƛŦΥ ǊŞŘǳŎǘƛƻƴ 
de dimension par architecture de type réseau neuronal

G. Turinici, copyright @ G.T. 2021-23

taille

Nuance de vert

Ne génèrera jamais autre couleur, autre personne ou un objet !

Dataset ŘΩŜƴǘǊŀƛƴŜƳŜƴǘVision espace latent



Comment une architecture de type NN peut 
prédire des choses ?

Exemple 2 (conférence G.T. sept 2023)
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Principes de fonctionnement des réseaux neuronaux et IA: 
sampling conditionnel par régularisation

.ŀǎŜ ŘΩŜƴǘǊŀƛƴŜƳŜƴǘ abL{¢ 
(chiffres manuscrites)

15 chiffres à deviner ; points gris = info effacée à deviner
FAITES-LE !

G. Turinici, copyright @ G.T. 2021-23
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Comment une architecture de type NN peut 
prédire des choses ?

Exemple II (conférence G.T. sept 2023)

Principes de fonctionnement des réseaux neuronaux et IA: 
sampling conditionnel par régularisation

.ŀǎŜ ŘΩŜƴǘǊŀƛƴŜƳŜƴǘ abL{¢ 
(chiffres manuscrites)

G. Turinici, copyright @ G.T. 2021-23

15 chiffres à deviner ; points gris = info effacée à deviner
FAITES-LE !
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[ŀ Ǿƛǎƛƻƴ ƘǳƳŀƛƴŜ ǎƛƳǇƭƛŦƛŜ ŀǳǎǎƛ ƭŀ ǊŞŀƭƛǘŞ Χ

Vision humaine : des «bogues» ?

https://en.wikipedia.org/wiki/Ponzo_illusion sept 2023 https://en.wikipedia.org/wiki/White%27s_illusion sept 2023

Ref. : Antoine Danchin G. Turinici, copyright @ G.T. 2021-23

L'observateur se concentre sur le point vert vacillant au milieu. Après environ 10 secondes, l'observateur 
voit un, deux ou les trois points jaunes statiques disposés aux coins d'un triangle équilatéral imaginaire 
disparaître puis réapparaître. Ces disparitions et réapparitions se poursuivent de manière pseudo-
aléatoire aussi longtemps que l'observateur se soucie de regarder.
https://en.wikipedia.org/wiki/Motion-induced_blindness, sept 2023
Si vidéo ne marche pas sur wikipedia utiliser :  
https://turinici.com/wp-content/uploads/research/MotionBlindnessf.gif

ATTENTION: IL FAUT UTILISER LA VERSION VIDEO PAS IMAGE

https://en.wikipedia.org/wiki/Ponzo_illusion
https://en.wikipedia.org/wiki/White%27s_illusion
https://en.wikipedia.org/wiki/Motion-induced_blindness


Introduction: deep learning

Åimportance de ne pas trop utiliser de 
connaissances du domaine mais plus 
générales

ÅPartie technique : organisé en réseau de 
ƴŜǳǊƻƴŜǎ ŀǊǘƛŦƛŎƛŜƭǎ ό!bb Ψartificial neural 
ƴŜǘǿƻǊƪǎΩύ  

ÅNeurone: 

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
Dauphine, copyright @ G.T. 2021-22-23
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hǇŞǊŀǘƛƻƴ ŘŜǎ ƴŜǳǊƻƴŜǎΥ ǘǊŀƴǎŦƻǊƳŜǊ ƭΩƛƴǇǳǘ
Deux étapes: 

Å combinaison linéaire des inputs: ὼ В ὡ ὼ ὦ donc, en forme vectorielle ὼ ὡ ὼ
ὦ (ὦ = biais)

PARAMETRES DU RESEAU = LES POIDS DE LA COMBINAISON LINEAIRE (CONNEXIONS), A OPTIMISER 

Åfonction de transformation (dite «ŘΩŀŎǘƛǾŀǘƛƻƴ»): elle doit être non-ƭƛƴŞŀƛǊŜ ǎƛƴƻƴ ǘƻǳǘ ƭΩƻǇŞǊŀǘƛƻƴ Ŝǎǘ 
linéaire

9ȄŜƳǇƭŜǎ ŘŜ ŦƻƴŎǘƛƻƴǎ ŘΩŀŎǘƛǾŀǘƛƻƴ όŎŦΦ ƘǘǘǇǎΥκκŜƴΦǿƛƪƛǇŜŘƛŀΦƻǊƎκǿƛƪƛκ!ŎǘƛǾŀǘƛƻƴψŦǳƴŎǘƛƻƴύ 

ÅLogistique „ὼ   pour arriver dans (0,1) 

 

ÅRectified linear unit (ReLU) ReLU(x)=ὼ   nonlineaire,  gradients assez grands 

ÅSoftmax        pour sortir une loi de proba (e.g. classification): 
Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 

Dauphine, copyright @ G.T. 2021-22-23
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https://en.wikipedia.org/wiki/Rectifier_(neural_networks)
https://en.wikipedia.org/wiki/Softmax_function


Opération globale: optimisation du réseau, 
fonction loss

fl(paramètres réseau = X) = Ὁ [Loss(aléa = ̟ , paramètres réseau = X)]

aléa = ̟  = ex. les images à classifier

X = poids du réseau + biais (W,b)

Fonction loss : exemple, classification chats/chiens

Activation = sigmoide: loss = [activation ς label(0/1)(̟ )]^2

hǳ ǎƛƴƻƴ ŘΩŀǳǘǊŜǎ ƳŞǘǊƛǉǳŜǎΣ ŜΦƎΦΣ ζcross-entropy»

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
Dauphine, copyright @ G.T. 2021-22-23
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Opération globale: optimisation du réseau, fonction loss

Loss:    flǇŀǊŀƳŝǘǊŜǎ ǊŞǎŜŀǳ Ґ · Ὁ ὒ ȟ̟8)]

En pratique: on a besoin des gradients ᶯfl de la loss

par rapport à X.

Difficile à obtenir, on aura juste une moyenne sur 

quelques Σ ƪҐмΣΧY όζbatch size») en utilisant des PARALLELISATION PAR 
BATCH

Optimisation: avec Stochastic Gradient Descent (SGD) ou similaires (Adam, 
momentum, Nesterov, SGD-DнΣ Χύ   ὢ ὢ ”ᶯὒȟὢ

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
Dauphine, copyright @ G.T. 2021-22-23
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Paramètres, hyperparamètres, architecture

Loss:    fl· Ὁ ὒ ȟ̟8

Optimisation: SGD: ὢ ὢ ”ᶯὒȟὢ

Paramètres Hyperparamètres Architecture

X (W,b) ” les dimensions du réseau, 
les type de couche, la 
ǊŞƎǳƭŀǊƛǎŀǘƛƻƴΣ ŜǘŎΧ

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
Dauphine, copyright @ G.T. 2021-22-23
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Questions théoriques en NN

vǳŜǎǘƛƻƴ όŜȄǇǊŜǎǎƛǾƛǘŞύΥ Ŝǎǘ ƛƭ ǇƻǎǎƛōƭŜ ŘΩŀǇǇǊƻŎƘŜǊ ǘƻǳǘŜ ŦƻƴŎǘƛƻƴ ŀǊōƛǘǊŀƛǊŜ Κ

wŞǇƻƴǎŜΥ ƻǳƛΣ Ł ŎƻƴŘƛǘƛƻƴ ŘΩŀǾƻƛǊ ŘŜ ƭŀ ƴƻƴ-ƭƛƴŞŀǊƛǘŞ όŜΦƎΦ ŦƻƴŎǘƛƻƴǎ ŘΩŀŎǘƛǾŀǘƛƻƴύ

Exemple: approximation de fonction 

arbitraire 1D

Ref : https://www.youtube.com/watch?v=cCevQsEp9Hw

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
Dauphine, copyright @ G.T. 2021-22-23
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!ƭƎƻǊƛǘƘƳŜǎ ŘΩƻǇǘƛƳƛǎŀǘƛƻƴ ǎǘƻŎƘŀǎǘƛǉǳŜǎ 
et leur convergence

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
Dauphine, copyright @ G.T. 2021-22-23



Questions théoriques en NN
SGD: ὢ ὢ ”ᶯὒȟὢ

PROBLEME:  on ne dispose pas du VRAI gradient 

ᶯfl· ᶯὉὒ ȟ̟8 Ὁ ᶯὒ ȟ̟8  

mais de sa version bruitée ɳὒ ȟ̟8  = ɳ fl· + bruit !!

vǳŜǎǘƛƻƴΥ {D5 ŎƻƴǾŜǊƎŜ  ŀǾŜŎ ǎƛ ǇŜǳ ŘΩƛƴŦƻǊƳŀǘƛƻƴ Κ

Performance: overfitting, généralisation, robustesse: weight decayΣ ŘǊƻǇƻǳǘΣ Χ

Autres consideration fonction loss: «vanishing gradients»: si trop de couches 
avec activations exponentielles (e.g. sigmoïde) : gradients trop petits/ grands, pas 
ŘΩŀǇǇǊŜƴǘƛǎǎŀƎŜΦCours "Deep Learning" G. Turinici M2ISFApp, Université Paris 

Dauphine, copyright @ G.T. 2021-22-23
20



Convergence du SGD
Origine de la variabilité: vient des objets de la training set e.g. on peut calibrer un réseau pour 100% qualité du label sur une 

ƛƳŀƎŜ ŘƻƴƴŞŜΣ Ƴŀƛǎ ƭŜǎ ǇŀǊŀƳŝǘǊŜǎ ŘŞǇŜƴŘŜƴǘ ŘŜ ƭΩƛƳŀƎŜΣ ŎƘŀƴƎŜǊƻƴǘ ǇƻǳǊ ǳƴŜ ŀǳǘǊŜ ƛƳŀƎŜΣ ƛƭ Ŧŀǳǘ ŦŀƛǊŜ ǳƴŜ ǎƻǊǘŜ ŘŜ ƳƻȅŜƴƴŜ

9ȄŜƳǇƭŜ ǎƛƳǇƭŜΥ ƻƴ ǾŜǳǘ ǊŜǘǊƻǳǾŜǊ ƭŀ ƳƻȅŜƴƴŜ ŘΩǳƴŜ ƴƻǊƳŀƭŜ ǉǳΩƻƴ ǇŜǳǘ 

échantillonner:  ὒ ὣȟὢ ͯ  avec 9 ͯὔάȟ„

Exo 1 

a/ écrire SGD:  ὢ ὢ ”ᶯὒὣȟὢ  pour ce cas, 

b/ Pour ” ”(constante), décrire ὢ  comme variable aléatoire: calculer 
moyenne, variance, loi

c/ calculer ÌÉÍ
ᴼ
ὢ

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
Dauphine, copyright @ G.T. 2021-22-23
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Convergence du SGD
Exo 1 ςcorrigé 

SGD:  ὢ ὢ ” ὢ ὣ ρ ” ὢ ”ὣ avec ὣ indépendant des 
autres (Ṷ)

Lƭ ǎΩŀƎƛǘ ŘΩǳƴŜ 9a! όexponential moving average) 

b/ ὢ ”ὣ ρ ”ὢ ”ὣ ρ ””ὣ ρ ” ὢ  ȣ

Moyenne: ά ρ ”ά ”άȟ variance „ ρ ” „ ”„

c/ ÌÉÍ
ᴼ
ὢ : moyenne m (cv. exp si π ” ς ), variance limite  (pas nulle !), 

loi: normale

« Réparation» de la variance finale non-nulle: ” ᴼπ : DECAY SCHEDULE 

Exo 2: Question: à quelle formule pour  ” correspond la moyenne empirique 

usuelle ?? ὢ
В

 ȩ
Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 

Dauphine, copyright @ G.T. 2021-22-23
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Convergence du SGD
Exo 2 ςcorrigé 

Exo 2: Question: à quelle formule pour  ” correspond la moyenne empirique 

usuelle ? ὢ
В

 ȩ

On aura

ὢ
 ẗ

 avec ὣṶ 8ȟ8 ȟȣȟ8)

En comparant avec ὢ ”ὣ ρ ” ὢ  on obtient ”

ÌÉÍ
ᴼ
ὢ : moyenne m (cv. exp), variance limite π (nulle !), loi: normale

En pratique on utilise parfois des decay schedules adaptatifs (cf. SGD-G2 J) car 
ƻƴ ǇŀǎǎŜ ǎǳŎŎŜǎǎƛǾŜƳŜƴǘ ǇŀǊ ŘŜǎ ŞǘŀǇŜǎ ŘΩŜȄǇƭƻǊŀǘƛƻƴ Ŝǘ ŜȄǇƭƻƛǘŀǘƛƻƴ

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
Dauphine, copyright @ G.T. 2021-22-23
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https://arxiv.org/abs/2002.09304


Convergence du SGD

En pratique on utilise parfois des decay schedules adaptatifs (cf. SGD-G2 J) car 
ƻƴ ǇŀǎǎŜ ǎǳŎŎŜǎǎƛǾŜƳŜƴǘ ǇŀǊ ŘŜǎ ŞǘŀǇŜǎ ŘΩŜȄǇƭƻǊŀǘƛƻƴ Ŝǘ ŜȄǇƭƻƛǘŀǘƛƻƴ

Ref: https://i.stack.imgur.com/EGx2a.png

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
Dauphine, copyright @ G.T. 2021-22-23
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https://arxiv.org/abs/2002.09304
https://i.stack.imgur.com/EGx2a.png


Convergence du SGD
SGD: ὢ ὢ ”ᶯὒȟὢ

- Convexité : flώ flὼ flɳὼȟώ ὼ

- Convexité forte : flώ flὼ flɳὼȟώ ὼ ὼ ώ

- Lipschitz: flώ flὼ  ὅ ὼ ώ

- Gradient borné % ᶯ,ȟὢ ὅ ὅȿȿ ὢȿȿ

Théorème Supposons que fl est une fonction strictement convexe, Lipschitz, à 
gradient borné. Alors: 

a) le minimum de fl est unique, il sera noté 8z

b) % ὢ 8z ρ ”‘ ”ὧ% ὢ 8z ” ὧ  

c) En particulier, si ” ᴼπ et В ” Њ (ex: ”  ) alors SGD converge. 

ÅPreuve: voir le document en ligne (anglais) DOI: http://arxiv.org/abs/2103.14350
Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 

Dauphine, copyright @ G.T. 2021-22-23
25

http://arxiv.org/abs/2103.14350


Calcul du gradient et implementation 
en «pure python»

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
Dauphine, copyright @ G.T. 2021-22-23

https://sci2lab.github.io/ml_tutorial/cnn/index.html26



Calcul du gradient: backpropagation
Back-propagation et nécessité de la diff. automatique: pour le 
SGD on a besoin du gradient

- Les différences finies ne sont pas efficaces, il faut utiliser la 
propagation rétrograde, technique bien plus ancienne que le 
ΨƳŀŎƘƛƴŜ learningΩΣ ǾŜƴŀƴǘ ŘŜ ƭŀ ǘƘŞƻǊƛŜ Řǳ ŎƻƴǘǊƾƭŜ ƻǇǘƛƳŀƭΦ

Document à consulter: cours de M1 (cf. turinici.com, ensuite 
cours «deep learning» etc) ou livre sur Amazon 
https://www.amazon.fr/dp/B09QP6QCNQ

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
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Calcul du gradient: exemple de backpropagation
Document à consulter: cours de M1 (cf. turinici.com, ensuite cours «deep 
learning» etc) ou livre sur Amazon https://www.amazon.fr/dp/B09QP6QCNQ

ὣᴼὣ ὡὣ ὦᴼὣ ὃ ὣ ὙὉὒὟΣ ΧΣ softmax, loss 

Backpropagation: ὒ ὍὨȟὣ  ȟ ὣ Ґ Χ

But: obtenir les gradients ὡ  et ὦ  pour k=1,2,3.

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
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Backprop: formules (démontrées en classe)

Rappel notation Ὕέά ὨïὶὭὺïὩ Ὠό ὰέίί ὪὭὲὥὰ ὴὥὶ ὶὥὴὴέὶὸ Û ͼὝέάͼ 

Gradient de softmax+cross-entropy
opération: Y -> S= np.exp(Y)/np.sum(np.exp(Y)) (softmax)
S -> Loss(Y)=- np.sum(P*np.log(S)) (P= vraies étiquettes)
ὉὼέȡὨïάέὲὸὶὩὶ ὰὥ ὪέὶάόὰὩḊ ὣ Ὓ ὖ ὲέὸïὣ Ὠὥὲί ὰὩ ὧέὨὩ

Gradient de ReLu ÏÐïÒÁÔÉÏÎ ὣᵐὣ  ὙὩὒόὣ ȟὪέὶάόὰὩȡὣ ὣẗρ  

Gradient de la partie linéaire έὴïὶὥὸὭέὲȡ  ὣ ὡ ὣ ὦ
ὪέὶάόὰὩȡὣ ὡ ẗὣ ȟὡ ὣ ẗὣȟὦ ὣ
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Implémentation python (sans tensorflow, pytorch etc)
Etapes: 0/ chargement BD (iris), 1/création réseau, 2/ itérations: sampling, «fwd. 
pass», «backprop» (calcul du gradient), «SGD step»

0/ chargement iris
from sklearn import datasets
#Load the iris dataset
iris = datasets.load_iris()
X,Y = iris.data,iris.target
# tranforms y in vector of len=3 with 0/1 : hot encoding
nb_classes = len(np.unique(y))
one_hot_targets = np.eye(nb_classes)[y]

1/intialisation couche dense x -> W*x+b
#function to create a dense layer
def create_dense_layer(n_input,n_output):
  weights=0.1*np.random.rand(n_output,n_input)
  biases=np.zeros((n_output,1))
  return weights, biases

def ReLU(input_array):
  return np.maximum(0,input_array)

dim1,dim2,dim3,dim4=4, 32, 16, 3
weights1, biases1 = create_dense_layer(dim1, dim2)
weights2, biases2 = create_dense_layer(dim2,dim3)
weights3, biases3 = create_dense_layer(dim3,dim4)

нκ LǘŞǊŀǘƛƻƴǎ Χ Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
Dauphine, copyright @ G.T. 2021-22-23

30



Culture deep learning: présentations 2-3 min
ÅSujet 1: donner des exemples ŘΩŀŎǘŜǳǊǎ ƛƴǎǘƛǘǳǘƛƻƴƴŜƭǎ avec leur positionnement (applications, techniques) et contributions 

(année), et le cas échéant le type ŘΩŀǊŎƘƛǘŜŎǘǳǊŜ ŘŜ ǊŞǎŜŀǳȄ ǳǘƛƭƛǎŞ.

ÅSujet 2: lister principales plateformes de développement logiciel et exemples de benchmarks (données), architectures 
réseaux

ÅSujet 3: lister principaux ŀƭƎƻǊƛǘƘƳŜǎ ŘΩƻǇǘƛƳƛǎŀǘƛƻƴ ŀǳ ŘŜƭŁ Řǳ {D5Σ ǇǊŞŎƛǎŜǊ ǎƛ ŎΩŜǎǘ Řŀƴǎ ǳƴ ŎŀŘǊŜ ǎǳǇŜǊǾƛǎŞ ƻǳ Ǉŀǎ

Acteurs: Meta, IAlabs, (ex Facebook, cf. Yann LeCun) ; 10cent,  deepN (traduction), Netflix 
(recommandations)  

Problèmes: interactions virtuel/réel, joueur vidéo, traduction automatique (NLP par phrase)

Benchmarks: images (MNIST, MS-coco -detection ), NLP (base WikipediaΣΧύΣ    млŎŜƴǘ database; 
Maryana; 

Plateformes: pytorch (orienté Python), Tensorflow (opensource par Google; visualisation 
TensorBoard, version high-level python: Keras)

Architectures: LSTM (jeux vidéo), CNN, RNN (e.g. traduction, langage, ..), GAN, VAE, 

!ƭƎƻǊƛǘƘƳŜǎ ŘΩƻǇǘƛƳƛǎŀǘƛƻƴΥ {D5Σ !ŘŀƳ όŀŘŀǇǘŀǘƛƻƴ ǘŀǳȄ ŀǇǇǊŜƴǘƛǎǎŀƎŜύΣ ŀƭƎƻ ŞǾƻƭǳǘƛƻƴƴŀƛǊŜǎ 
(« générationsη ŘŜ ǎƻƭǳǘƛƻƴǎΤ ŜΦƎΦ D!ύΣ !5aa όŘƛǊŜŎǘƛƻƴǎ ŀƭǘŜǊƴŞŜǎΣ Ŏŀǎ ǇŀǊǘƛŎǳƭƛŜǊ ŘŜ ƭΩŀƭƎƻ 
proximal), Dijkstra (ds un graphe),     Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 

Dauphine, copyright @ G.T. 2021-22-23
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Culture deep learning: présentations 2 min
Version 2020/21

9ȄǇƻǎŞΥ ŘƻƴƴŜǊ ŘŜǎ ŜȄŜƳǇƭŜǎ ŘΩŀŎǘŜǳǊǎ о Ŝǘ ŎƘŜǊŎƘŜǳǊǎ н ŀǾŜŎ ƭŜǳǊ ǇƻǎƛǘƛƻƴƴŜƳŜƴǘ όǉǳŜƭ ŘƻƳŀƛƴŜΣ ǉǳŜƭƭŜ ǘŜŎƘƴƛǉǳŜύ Ŝǘ 
contribution (année) et exemples de benchmarks (données) 3.

Acteurs Google (Tensorflow, Keras), Facebook, OpenAI (GPT3), Netflix (suggestions), NVIDIA, Airbus (détection nuages image 
satellites), DeepMind-Google,  Tesla, DeepL, IBM, Baidu, Alibaba, Tencent, Xiaomi

Chercheurs: Yann le Cun, Youshua Bengio, Ian Goodfellow (GAN), Geofrey Hinton (prix TURING), Karpathy (Tesla, Stanford), V. 
Vapnik, J. SchmidhuberΣ Χ

Problèmes: alphaFold (prédiction repliement protéines) 

Benchmarks: CIFAR10/100, MNIST, Wikiner (traduction), Sentiment140 (tweets), Imagenet (images) , Ember (virus +), Feret 
(reconnaissance faciale), SpaceNet (images satellites) , JFLEG (grammaire), NORB (objets 3D) 

Rq: beaucoup de concentration, mais le futur et assez imprévisible.
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Techniques de construction de 
réseaux, architectures de réseaux

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
Dauphine, copyright @ G.T. 2021-22-23
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Réseaux convolutifs: CNN

Réseaux convolutifs: selon un 
modèle naturel (les couches 
neuronales du cortex visuel).

9ƴ ƎŞƴŞǊŀƭ ŎΩŜǎǘ ǳƴ ŦƛƭǘǊŜΣ 
structure plus simple et 
efficace (traitement local de 
ƭΩƛƴŦƻǊƳŀǘƛƻƴ ŘƻƴŎ 
PARALLELISABLE / 
TENSORISABLE)

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
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Réseaux convolutifs: CNN

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
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https://medium.datadriveninvestor.com/convolutional-neural-networks-3b241a5da51e

Remarque 
théorique: 
ceci garde la 
même 
expressivité 
(possible 
ŘΩŀǇǇǊƻŎƘŜǊ 
toute 
fonction 
arbitraire) 
que les 
couches 
denses 
(« fully 
connected») 



Réseaux convolutifs: CNN

ÅHyperparametres

1.άCƛƭǘŜǊ ǎƛȊŜέ όƪŜǊƴŜƭ 
size): 3x3 sontsouvent
vus, sinon5x5 et 7x7

2.Combiende filtres
utiliser, généralement
puissance de 2 entre 32 
and 1024. Plus ŎΩŜǎǘ
mieux(mais+ cheren
calcul, risque
ŘΩƻǾŜǊǘƛŦŦƛƴƎ). 

3.{ǘǊƛŘŜΥ ŜȄΥ мΣ нΣ Χ

4.Padding: oui ou non

5.Max pooling ou pas
Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
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Réseaux convolutifs: CNN: exemple de calcul de tailles des 
tenseurs

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
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https://learnopencv.com/number-of-parameters-and-tensor-sizes-in-convolutional-neural-network/

AlexNetlayers
1.Input: Color images of size 227x227x3. The AlexNet
papermentions the input size of 224×224 but that is a 
typo in the paper.
2.Conv-1: The first convolutional layer consists of 96 
kernels of size 11×11 applied with a stride of 4 and 
padding of 0.
3.MaxPool-1: The maxpoollayer following Conv-1 
consists of pooling size of 3×3 and stride 2.
4.Conv-2: The second conv layer consists of 256 kernels 
of size 5×5 applied with a stride of 1 and padding of 2.
5.MaxPool-2: The maxpoollayer following Conv-2 
consists of pooling size of 3×3 and a stride of 2.
6.Conv-3: The third conv layer consists of 384 kernels of 
size 3×3 applied with a stride of 1 and padding of 1.
7.Conv-4: The fourth conv layer has the same structure 
as the third conv layer. It consists of 384 kernels of size 
3×3 applied with a stride of 1 and padding of 1.
8.Conv-5: The fifth conv layer consists of 256 kernels of 
size 3×3 applied with a stride of 1 and padding of 1.
9.MaxPool-3: The maxpoollayer following Conv-5 
consists of pooling size of 3×3 and a stride of 2.
10.FC-1: The first fully connected layer has 4096 
neurons.
11.FC-2: The second fully connected layer has 4096 
neurons.
12.FC-3: The third fully connected layer has 1000 
neurons.

https://papers.nips.cc/paper/4824-imagenet-classification-with-deep-convolutional-neural-networks.pdf
https://papers.nips.cc/paper/4824-imagenet-classification-with-deep-convolutional-neural-networks.pdf


Réseaux convolutifs: CNN
CNN conclusion: calcul de filtre localisé qui donne des bonnes performances en 
pratique (images, audio)

Calcul numérique aisé avec la tensorisation (Tensorflow!)

Exemple pratique (CIFAR10/100): https://www.tensorflow.org/tutorials/images/cnn
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model = models.Sequential()

model.add(layers.Conv2D(32, (3, 3), activation='relu', input_shape=(32, 32, 3)))

model.add(layers.MaxPooling2D((2, 2)))

model.add(layers.Conv2D(64, (3, 3), activation='relu'))

model.add(layers.MaxPooling2D((2, 2)))

model.add(layers.Conv2D(64, (3, 3), activation='relu'))

Model: "sequential"
_________________________________________________________________
Layer (type)                 Output Shape              Param #   
=================================================================
conv2d (Conv2D)              (None, 30, 30, 32)        896       
_________________________________________________________________
max_pooling2d (MaxPooling2D) (None, 15, 15, 32)        0         
_________________________________________________________________
conv2d_1 (Conv2D)            (None, 13, 13, 64)        18496     
_________________________________________________________________
max_pooling2d_1 (MaxPooling2 (None, 6, 6, 64)          0         
_________________________________________________________________
conv2d_2 (Conv2D)            (None, 4, 4, 64)          36928     
=================================================================
Total params: 56,320
Trainable params: 56,320
Non-trainable params: 0

Exemple de vérification: une filtre 3x3 (x3 channels) utilise 3x3x3 + 
1(biais) = 28 variables donc première couche «conv2D» aura 28*32 = 
896 variables: la couche de convolution suivante aura 3x3x32 +1 
variables par filtre et 64 filtres ce que donne 18496 variables à 
ƻǇǘƛƳƛǎŜǊ Χ Ŝǘ ŀƛƴǎƛ ŘŜ ǎǳƛǘŜΦ

https://www.tensorflow.org/tutorials/images/cnn


Réseaux convolutifs: CNN
Exemple pratique (CIFAR10/100): https://www.tensorflow.org/tutorials/images/cnn

! ŦŀƛǊŜΥ мκ ŎƘŀƴƎŜǊ ŘΩŀƭƎƻǊƛǘƘƳŜΥ ǊŜƎŀǊŘŜǊ ƭŀ ŘƻŎ ζKeras/ optimizers», e.g. prendre SGD, 
Adamax

2/ exécuter plusieurs fois la prédiction et voir où les erreurs sont faites

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
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Réseaux convolutifs: CNN
Exemple pratique (CIFAR10/100): https://www.tensorflow.org/tutorials/images/cnn

! ŦŀƛǊŜΥ мκ ŎƘŀƴƎŜǊ ŘΩŀƭƎƻǊƛǘƘƳŜΥ ǊŜƎŀǊŘŜǊ ƭŀ ŘƻŎ ζKeras/ optimizers», e.g. prendre SGD, 
Adamax

Mot clé: «adadelta»

2/ exécuter plusieurs fois la prédiction et voir où les erreurs sont faites, avec model.predictόΧύ
Å j= 2405 #erreur dans base initiale !!

Å j=11

Å i mport numpy as np

Åmodel.predict ( test_images [j][ None,...] )

Å id_pred =np.argmax ( model.predict ( test_images [j][ None,...] ) , axis= - 1)[ 0]

Åpred_name =class_names [ id_pred ]

Åplt.imshow ( test_images [j])

Åplt.xlabel ( class_names [ test_labels [j][ 0]]+ "/" +pred_name )

3/ A faire: ajouter plus de filtres (64 à la place de 32) ou des filtres plus gros pour la 1ere 
couche

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
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Réseaux convolutifs: CNN

Autre exemple: IRIS dataset (keras), classification (cf. page du 
cours)

Exemple pratique (MNIST) avec couches et optimisation plus 
en détail:

https://www.tensorflow.org/tutorials/quickstart/advanced

A faire: tester avec une couche qui saute un niveau (cf. Resnet)

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
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Architecture: régularisation
Overfitting / robustesse: 
- Dans la fonction «loss regularization» L2: «weight decay», L1: «sparsity»
- Dans les couches : dropout, batch norm, ... 

Cours "Deep Learning" G. Turinici M2ISFApp, Université Paris 
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Exposé

Sujet: (1) plateformes logicielles, (2) applications, (3)architectures réseaux

Exposés: 
Groupes 1 & 2: 
(1): TensorFlow, Keras, pyTorch, Matlab, R
(2) : data en général par ML/DL (deep ŦŀƪŜǎΣ ΧύΣ ǾƻƛǘǳǊŜ ŀǳǘƻƴƻƳŜ ό/bbύΤ 
traducteurs ς b[t ŜȄ Dt¢оΤ ƳǳǎƛǉǳŜ ό/ƘƻǇƛƴΣ .ŜŀǘƭŜǎΣ ΧύΣ ŀǊǊŀƴƎŜƳŜƴǘΣ 
applications en finances (risque de crédit), reinforcement learning; Waze/ 
Youtube; question de biais, générations : cinéma, jeux   
(3) : ANN, CNN, RNN, au delà du séquentiel
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Autres types de couche: «attention», «transformers» 
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ÅCf. projets de C. Vincent 

!ǳǘǊŜǎ ǊŞǎŜŀǳȄΥ ŘŞŎǊƛǊŜ Ŝƴ м ƳƛƴǳǘŜΥ ŘƻƳŀƛƴŜ ŘΩŀǇǇƭƛŎŀǘƛƻƴΣ ŀǊŎƘƛǘŜŎǘǳǊŜ

AlexNet : Computer Vision (CV), convolutions (CNN), 

VGG-16 : CNN, bonne qualité, 16 couches, 138M param

ResNet όΨresidual ƴŜǘǿƻǊƪΩ нлмрύ Υ ǇƻǳǊ ƳƛŜǳȄ ŎŀƭŎǳƭŜǊ ƭŜ ƎǊŀŘƛŜƴǘΣ !±9/ ŘŜǎ 
couches qui «sautentηΣ ŀƳŞƭƛƻǊŜ ƭΩŀǇǇǊŜƴǘƛǎǎŀƎŜΤ /±

Inception (GoogleNet) : plusieurs filtres de taille différente au même niveau, 
astuce k=1x1 (sur les canaux), réduit le cout des ressources; applications en 
imagerie medicale (embarquée); architectures similaires disponibles

Attention : pour NLP afin de faire «attention » aux mots et au «contexte», 
ǇǊŜƴŘ ŎƻƳƳŜ ƳƻŘŝƭŜ ƭΩŀǘǘŜƴǘƛƻƴ ƘǳƳŀƛƴŜ όsequentielle), rend plus 
interprétable le modèle,  



Architecture examples
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VGG 16 
(Researchgate.net)

Resnet 
(wikipedia)

Inception

https://www.researchgate.net/figure/Detailed-architecture-of-the-VGG16-framework_fig1_339873736
https://www.cv-foundation.org/openaccess/content_cvpr_2015/papers/Szegedy_Going_Deeper_With_2015_CVPR_paper.pdf


Réseaux particuliers: réseaux récurrents (RNN) 
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Parfois nous avons besoin de traiter 
ƭΩƛƴŦƻǊƳŀǘƛƻƴ ǉǳƛ Ŝǎǘ ǳƴŜ ǎǳƛǘŜ ŘŜ 
ŘƻƴƴŞŜǎΣ ǎǳƛǘŜ ƴΩŀȅŀƴǘ Ǉŀǎ ŘŜ ǘŀƛƭƭŜ 
prédéfinie naturelle, ex. textes, audio, 
ǾƛŘŞƻΣ ƭŀƴƎŀƎŜ όb[tύΣ Χ

On utilise des réseaux récurrents (RNN)

Ici les unités de base ne sont plus les neurones («perceptrons») mais des cellules RNN.

Idée générale: pour avoir de la mémoire il faut sortir du cadre Markovien et avoir donc des états 
internes. 

[ΩƻǇŞǊŀǘƛƻƴ ŘŜ ōŀǎŜ ǎŜǊŀ ŘƻƴŎ όƛƴǇǳǘ ὢ, état interne / caché Ὤ) -> (output ὣ, nouveau état 
interne Ὤ ), plus précisément Ὤ Ὢ Ὤȟὢ  même opération Ὢ à tout temps «t ».



Réseaux particuliers: réseaux récurrents Long short-term 
memory (LSTM) LSTM 

-  Une architecture 
utilisée: Long short-
term memory 
(LSTM)

- unité de base = 
cellule LSTM

- 5ŜǳȄ ǘȅǇŜǎ ŘΩŞǘŀǘǎ 
internes: mémoire 
de longue durée 
(« état de la cellule» 
ὅ) et de courte 
durée («état caché» 
Ὤ)
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LSTM 
ÅInput Gate

ÅThe input gate decides what new informationwill be stored in thelong-
term memory. It only works with the information from the current input 
and the short-term memory from the previous time step. Therefore, it 
has to filter out the information from these variables that are not useful.

ÅThe forget gate decides which information from the long-term memory
should be kept or discarded. This is done by multiplying the incoming 
long-term memory by a forget vectorgenerated by the current input and 
incoming short-term memory.

ÅThe output gate will take the current input, the previous short-term 
memory, and the newly computed long-term memory to produce the
new short-term memory/hidden statewhich will be passed on to the cell 
in the next time step. The output of the current time step can also be 
drawn from this hidden state.
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LSTM 
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Réseaux particuliers: génératifs, GAN

Generative Adversarial Networks : deux réseaux adversaires, le générateur qui 
crée des nouveaux objets, le discriminateur (critique) qui tente de trouver le faux 
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GANs: peuvent poser 
des problème de 
convergence, par 
exemple le «mode 
collapse». 

Source Gabriel Turinici : 
Convergence dynamics of Generative Adversarial Networks: the dual metric flows
Deepfakes & Algorithmes: Menace ou Opportunité?


